Глава 1
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Основные принципы HTK
HTK - инструментарий для построения Скрытых Марковских Моделей (СММ) (английская аббревиатура HTK, по-видимому, означает Hidden Markov Model Toolkit, т.е. «инструментарий на базе скрытых марковских моделей», тогда как аббревиатура HMM означает Hidden Markov Model; в дальнейшем в данном переводе вместо аббревиатуры СММ будет использована HMM - прим. ред. перевода). HMM может использоваться для моделирования любого временного ряда, и ядро HTK является также универсальным. Вместе с тем, HTK в первую очередь предназначен для построения основанных на HMM инструментальных средств обработки речи, в частности, систем распознавания речи. Таким образом, большая часть поддержки инфраструктуры в HTK посвящена этой задаче. Как показано на приведенном выше рисунке, можно выделить две основных связанных стадии обработки. Во-первых, обучающие инструментальные средства HTK применяются для оценки параметров множества HMM, с использованием обучающих образцов произнесения и соответствующих им транскрипций. Во-вторых, неизвестные образцы произнесения транскрибируются при помощи средств распознавания HTK.

Основная часть этой книги посвящена освещению механизмов этих двух процессов. Однако, перед углублением в детали, необходимо понять некоторые из основных принципов HMM. Кроме того, полезно иметь краткий обзор инструментария и располагать некоторым представлением о том, как  в HTK организованы обучение и распознавание.

В данной, первой, части книги мы попытаемся представить эту информацию. В первой главе приведены сведения об основных идеях HMM и об их использовании в распознавании речи. Следующая, вторая, глава представляет собой краткий обзор HTK, что поможет пользователям старых версий уяснить основные различия версии 2.0 и более поздних версияй. Наконец, в третьей главе показано, как, используя HTK, построить систему распознавания речи на основе HMM. С этой целью описан  процесс построения простой системы распознавания слитной речи с малым объемом словаря.

Во второй части книги эти темы рассматриваются вновь, но уже более подробно. Эта часть книги может читаться вместе с третьей и заключительной частью книги, представляющей собой справочник по HTK. Вторая часть книги содержит описание каждого инструмента, перечень различных параметров, используемых для конфигурирования HTK, а также список сообщений об ошибках, которые генерируются, когда дело идет не так, как надо.

Наконец, заметим, что в этой книге HTK рассматривается только как инструментарий. В ней нет информации по использованию библиотек HTK в качестве программного окружения.
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1.1 Общие принципы HMM
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Рис.1.1. Кодирование/декодирование сообщения

В общем случае, при рассмотрении систем распознавания речи предполагают, что речевой сигнал - это некоторое сообщение, кодируемое с помощью последовательности одного или нескольких символов (см. рис. 1.1). Для выполнения обратной процедуры по распознаванию последовательности символов, представленных в фрагменте речи, непрерывный речевой сигнал сначала преобразуют в последовательность равноотстоящих во времени векторов дискретных параметров. Предполагается, что эта последовательность векторов параметров формирует точное представление формы волны речевого сигнала, поскольку на интервале времени, захватываемом одним вектором (обычно 10ms или около того), речевой сигнал может считаться стационарным. И хотя это не совсем так, данное приближение является вполне разумным. Обычно используют представления параметров, базирующиеся на сглаженных спектрах или коэффициентах линейного предсказания, а также иные способы представления, на основе вышеупомянутых. 

Роль системы распознавания заключается в том, что она должна поставить в соответствие друг другу последовательности векторов речи и нужные последовательности символов. Сделать это очень трудно по двум причинам. Во-первых, переход от символов к  речи не является однозначным: различные символы могут приводить к появлению почти  одинаковых звуков речи. Кроме того, значительные изменения речевого сигнала могут произойти при смене диктора, интонации, обстановки, и т.д. Во-вторых, невозможно абсолютно точно указать на речевом сигнале границы между символами. А значит, речевой сигнал нельзя трактовать как последовательность соединенных неизменных образов.

Второй проблемы, обусловленной незнанием точных границ слова, можно избежать, ограничиваясь задачей распознавания отдельных слов. Как показано на рис. 1.2, это означает, что речевой сигнал соответствует единственному символу (например, слову), выбранному из фиксированного словаря. Несмотря на то, что эта упрощенная задача является несколько искусственной, тем не менее, она широко используется на практике. Более того, она является хорошей основой для ознакомления с базовыми идеями распознавания с помощью HMM до того как приступить к более сложному случаю слитной речи. Таким образом, мы начнем с задачи распознавания изолированных слов на основе HMM. 

1.2 Распознавание отдельных слов 

Представим произнесённое слово последовательностью векторов или наблюдений 
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, определенных как
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где 
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 есть вектор речи, наблюдаемый в момент времени 
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. Проблему распознавания отдельных слов можно рассматривать как результат вычисления
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где 
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 есть 
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-ое слово словаря. Эту вероятность не вычисляют непосредственно, а использование правила Байеса дает:
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Таким образом, при заданной априорной вероятности 
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, наиболее вероятное произнесенное слово определяется лишь правдоподобием 
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. Из-за высокой мерности последовательности наблюдений 
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 прямое оценивание совместной условной вероятности 
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 на экземплярах произнесённых слов не используется на практике. Однако если сделать предположение о параметрической модели генерирования слова, такой, как Марковская модель, оценивание по данным становится возможным, поскольку проблема оценивания условных плотностей 
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 заменяется намного более простой проблемой оценивания параметров Марковской модели.

Рис.1.2. Задача распознавания изолированных слов

При распознавании речи, основывающемся на [image: image153.wmf]t
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HMM, предполагается, что последовательность наблюдаемых векторов речи, соответствующих какому-то слову, порождена Марковской моделью, как показано в рис. 1.3. Марковская модель представляет собой автомат с конечным числом состояний, изменяющий свое состояние один раз в каждую единицу времени, и в каждый момент времени 
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, когда модель находится в состоянии 
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, вектор речи 
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 генерируется исходя из плотности вероятностей 
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. Кроме того, переход от состояния 
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 к состоянию 
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 также является вероятностным и совершается под управлением отдельной вероятности 
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a

. На рис. 1.3 показан пример этого процесса, где модель, состоящая из шести состояний, проходит через последовательность состояний 
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, для того, чтобы сгенерировать последовательность от 
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 до 
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. Заметим, что в HTK входное и выходное состояния HMM не являются порождающими. Это сделано для облегчения конструирования сложных моделей, о чем позже будет сказано подробнее.

Совместная вероятность того, что 
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 сгенерирована моделью 
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, проходящей через последовательность состояний 
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, рассчитывается просто как произведение вероятностей перехода и вероятностей генерирования. Так, для показанной на рис. 1.3 последовательности состояний 
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На практике, однако, известна только последовательность наблюдения
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, а лежащая в основе последовательность состояний 
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 скрыта. Вот почему такую модель называют Скрытой марковской Моделью.

Поскольку 
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 неизвестна, требуемое правдоподобие вычисляется суммированием по всем возможным последовательностям состояний 
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где к 
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 предъявляется требование быть моделью входного состояния, а к 
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 - быть моделью выходного состояния.
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Рис.1.3. Марковская модель генерирования

Как альтернатива уравнению (1.5), правдоподобие может быть вычислено приближенно, путем рассмотрения наиболее вероятной последовательности состояний, т.е.
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Рис.1.4. Применение НММ для распознавания изолированных слов

Осуществить прямые вычисления, в соответствии с соотношениями (1.5) и (1.6), не очень просто, однако существуют простые рекурсивные процедуры, позволяющие весьма эффективно рассчитать обе величины. Прежде чем идти дальше, заметим, что, если соотношение (1.2) может быть вычислено, тогда проблема распознавания решена. Для заданного множества моделей 
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, соответствующих словам 
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, соотношение (1.2) решается с использованием (1.3) и в предположении, что
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При этом, разумеется, предполагается, что параметры 
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 известны для  каждой модели 
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. В этом и состоит изящество и мощность HMM структуры. Для заданного множества примеров обучения, соответствующих конкретной модели, параметры этой модели можно определить автоматически с помощью надежной и эффективной рекуррентной процедуры. Таким образом, при условии, что собрано достаточное число представительных образцов каждого слова может быть, может быть построена HMM, которая неявно моделирует все множество причин изменчивости, свойственной реальной речи. На рис. 1.4 демонстрируется использование HMM для распознавания изолированных слов. Сначала HMM обучают на каждом слове, взятом из словаря, используя множество экземпляров одного и того же слова. В данном случае, словарь состоит только из трех слов: "один", "два" и "три". Затем, при распознавании некоторого неизвестного слова, вычисляется правдоподобие каждой модели генерирующей данное слово, так что искомое слово определяется по наиболее вероятной модели. 
1.3 Описание вероятности порождения

Прежде, чем детально обсуждать проблему параметрического оценивания, нужно прояснить вид распределений 
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. HTK предназначен прежде всего для моделирования непрерывных параметров, с использованием непрерывных плотностей многомерных распределений. Кроме того, HTK может работать с последовательностями наблюдений, состоящими из дискретных символов, и в этом случае распределения вероятностей являются дискретными. Для простоты, однако, в данной главе будем предполагать, что используются непрерывные плотности распределения. Незначительные различия, обусловленные использованием дискретных распределений вероятностей, отмечены в главе 7 и обсуждены более подробно в главе 11. 

Как и в большинстве других систем HMM, работающих с непрерывными плотностями, распределения HTK описываются гауссовскими смесями плотностей (Gaussian Mixture Densities). В HTK, однако, сделано дальнейшее обобщение. HTK позволяет каждому вектору наблюдения в момент времени 
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 расщепляться на 
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 независимых потоков данных 
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. При этом формула расчета 
[image: image50.wmf])

(

t

j

o

b

 приобретает вид:

 [image: image51.png]7

omN (0at; B jum: Djom)



                             (1.8)

где 
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 - число смешиваемых компонентов в потоке 
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 - вес 
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 - многомерное Гауссовское распределение с вектором среднего значения 
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 и ковариационной матрицей 
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где 
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- размерность 
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Показатель степени 
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 -  это вес потока
. Он может использоваться для акцентирования определенного потока, и может устанавливаться только вручную. Ни один современный обучающий инструментарий HTK не может оценивать его значение.

Множественные потоки данных используются для разделения моделирования множественных информационных источников. В HTK обработка потоков является абсолютно одинаковой. Однако, модули ввода речи разработаны в предположении, что исходные данные расщепляются самое большее на 4 потока. В Главе 5 этот вопрос обсуждается более подробно, сейчас же достаточно отметить, что по умолчанию потоки представляют собой базовый вектор параметров, первый (прирост) и второй (ускорение) коэффициенты разностей и логарифм энергии.

1.4 Рекуррентное оценивание Баума-Уэлча  (Baum-Welch)
Чтобы определить параметры HMM, сначала необходимо сделать грубое предположение о том, каковы они могли бы быть. Как только это сделано, можно найти более точные параметры (в смысле максимального правдоподобия), с помощью так называемой рекуррентной процедуры Баума-Уэлча.

В Главе 8 детально описывается используемая в HTK процедура. Здесь же основную идею процедуры мы изложим в очень упрощенном виде. Во-первых, следует заметить, что рассмотрение множественных потоков данных не меняет существенно дела, поскольку предполагается, что потоки являются статистически независимыми. Более того, можно полагать, что компоненты смеси являются специальной формой под-состояния, в котором вероятности перехода являются весами смеси (см. рис. 1.5). 
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Рис.1.5. Представление смеси

Таким образом, важной задачей является оценивание средних и дисперсий СMM, в которой каждое состояние выходных данных представляется единственным Гауссовским компонентом:
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Если бы в СMM было только одно состояние 
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, оценить параметр было бы легко. Оценки максимального правдоподобия величин 
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 и 
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 можно было бы получить простым усреднением:
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На практике, разумеется, имеется несколько состояний, и невозможно непосредственно привязать вектора наблюдений к отдельным состояниям, поскольку лежащие в основе последовательности состояний неизвестны. Заметим, однако, что, если бы можно было осуществить некоторую приближенную привязку векторов к состояниям, тогда можно было бы использовать уравнения (1.11) и (1.12) для получения нужных начальных значений параметров. Именно это реализовано в инструменте HTK, именуемом HInit. HInit сначала равномерно распределяет векторы наблюдения по состояниям модели, а затем использует уравнения (1.11) и (1.12) для вычисления начальных значений среднего и дисперсии каждого состояния. Затем, с использованием описанного ниже алгоритма Витерби, находится наиболее правдоподобная последовательность состояний, векторы наблюдений заново привязываются к состояниям, после чего вновь используются уравнения (1.11) и (1.12) для получения лучших начальных значений. Этот процесс повторяется до тех пор, пока оценки перестают изменяться. 
Так как полное правдоподобие каждой последовательности наблюдений основывается на суммировании всех возможных последовательностей состояний, каждый вектор наблюдения 
[image: image70.wmf]t
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 вносит свой вклад в расчеты значений параметров максимального правдоподобия для каждого состояния 
[image: image71.wmf]j

. Иными словами, вместо того, чтобы привязывать каждый вектор наблюдения к определенному состоянию, как это делалось в вышеупомянутом приближении, каждое наблюдение привязывается к каждому состоянию, пропорционально вероятности состояния модели при наблюдении этого вектора. Таким образом, если 
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 обозначает вероятность пребывания в состоянии 
[image: image73.wmf]j

 в момент времени 
[image: image74.wmf]t

, приведенные выше уравнения (1.11) и (1.12) становятся следующими взвешенными средними:
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где суммирование в знаменателях обеспечивает требуемую нормализацию.

Уравнения (1.13) и (1.14) описывают процедуру рекуррентного оценивания Баума-Уэлча для средних и дисперсий HMM. Аналогичная, но несколько более сложная, процедура может быть получена для вероятностей перехода (см. главу 8).

Конечно, чтобы применить соотношения (1.13) и (1.14), нужно рассчитать вероятность  состояния 
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. Это эффективно делается с использованием так называемого алгоритма прямого-обратного хода (Forward-Backward algorithm). Пусть прямая вероятность
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 для некоторой модели 
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 состояниями определена в виде: 
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То есть, 
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 - совместная вероятность наблюдения первых 
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 векторов речи для состояния 
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 в момент времени 
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. Эта прямая вероятность может быть эффективно рассчитана по следующей рекуррентной формуле:
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Вид этой рекуррентной формулы определяется тем обстоятельством, что вероятность пребывания в состоянии 
[image: image87.wmf]j

 в момент 
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, при наблюдениях 
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, можно вывести путем суммирования прямых вероятностей для всех возможных предшествующих состояний элемента состояний 
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, взвешенных вероятностями переходов 
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. Несколько необычные пределы обусловлены тем обстоятельством, что состояния 
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 и 
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 не являются порождающими
. Начальные условия для вышеупомянутого рекуррентного соотношения имеют вид:
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, а конечные условия задаются так:
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Заметим, что из определения 
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 следует:
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Следовательно, вычисление прямой вероятности позволяет получить полное правдоподобие 
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[image: image101.wmf])

(

t

i

b

 определяется следующим образом:
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Как и в случае прямой вероятности, эта обратная вероятность может быть эффективно вычислена с использованием следующего рекуррентного соотношения:
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с начальным условием
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для 
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Заметим, что в приведенных выше определениях прямая вероятность есть совместная вероятность, тогда как обратная вероятность есть условная вероятность. Это несколько асимметричное определение является предумышленным, поскольку позволяет определить вероятность нахождения в состоянии как произведение этих двух вероятностей. По определению,
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Отсюда
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где 
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Теперь мы располагаем всей информацией для осуществления рекуррентного оценивания параметров HMM с использованием алгоритма Баума-Уэлча. Шаги этого алгоритма можно представить следующим образом.

1. Для каждого рекуррентно оцениваемого векторного/матричного параметра, следует выделить место в памяти для организации суммирования в числителе и знаменателе выражений (1.13) и (1.14). Эти места памяти представляют собой  накапливающие сумматоры
.

2. Вычисляют прямые и обратные вероятности для всех состояний 
[image: image110.wmf]j

 и моментов времени 
[image: image111.wmf]t

.

3. Для каждого состояния 
[image: image112.wmf]j

 и времени 
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 обновляют содержимое накапливающих сумматоров, используя вероятность 
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 и текущий вектор наблюдения 
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4. Конечные значения накапливающего сумматора используют для вычисления новых значений параметров.

5. Если значение 
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 для данной итерации не выше такового для предыдущей итерации, тогда производится останов, в противном случае следует повторить вышеупомянутые шаги, используя новые рекуррентно оцененные значения параметров.

Из всего вышесказанного следует, что параметры HMM рекуррентно оцениваются по единственной последовательности наблюдения, т.е. по единственному экземпляру произнесенного слова. На практике же, для получения хороших оценок параметра, необходимо много экземпляров одного и того же слова. Тем не менее, использование многократных последовательностей наблюдения не приводит к усложнению алгоритма. Просто приведенные выше Шаги 2 и 3 повторяются для каждой новой обучающей последовательности.

В заключение нужно упомянуть об одном моменте: вычисление прямых и обратных вероятностей связано с вычислением произведения большого количества вероятностей. На практике это означает, что числа становятся очень маленьким. Следовательно, во избежание вычислительных проблем, прямые-обратные вычисления реализуются в HTK с использованием логарифмирования. 

В HTK такая программа, реализующая вышеупомянутый алгоритм, именуется HRest. В комбинации с инструментом HInit, обеспечивающим упомянутое ранее оценивание начальных значений, HRest позволяет построить HMM изолированного слова по набору обучающих образцов, с использованием процедуры рекуррентного оценивания Баума-Уэлча.

1.5 Распознавание и декодирование Витерби

В предыдущем разделе описаны основные идеи рекуррентной оценки параметров HMM с использованием алгоритма Баума-Уэлча. При этом было отмечено, что эффективный рекурсивный алгоритм вычисления прямой вероятности позволяет заодно вычислить и полную вероятность 
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. Таким образом, этот алгоритм может использоваться для нахождения модели, максимизирующей значение 
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На практике, однако, удобнее осуществлять распознавание, основываясь на максимизации правдоподобия последовательности состояния, поскольку это легко обобщить на случай слитной речи, что невозможно при использовании полной вероятности. Это правдоподобие вычисляют, используя, в сущности, тот же алгоритм что и при вычислении прямой вероятности, с тем лишь отличием, что суммирование заменяется поиском максимума. Предположим, что 
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, для данной модели 
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, представляет максимальное правдоподобие наблюдения последовательности векторов речи от 
[image: image121.wmf]1
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 до 
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 и пребывания в состоянии 
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 в момент времени 
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. Это частное правдоподобие можно эффективно вычислить с использованием следующего рекуррентного соотношения (сравните с (1.16)):
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где
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для 
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Что касается рекуррентного оценивания, прямое вычисление правдоподобия ведет к потере значащих разрядов, поэтому вместо этого вычисляют логарифм правдоподобия. При этом вместо уравнения (1.27) получаем:
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Рис.1.6. Алгоритм Витерби для распознавания изолированных слов

Это рекуррентное соотношение является основой так называемого алгоритма Витерби. Как показано на рис. 1.6, этот алгоритм можно представить как обнаружение лучшего пути через матрицу, где вертикальное измерение представляет состояния HMM, а горизонтальное измерение представляет фреймы речи (то есть время). Каждая большая точка на картине представляет логарифм вероятности наблюдения данного фрейма в данный момент времени, а каждая дуга между точками соответствует логарифму вероятности перехода. Логарифм вероятности любого пути вычисляется простым суммированием логарифмов вероятностей переходов и логарифмов выходных вероятностей вдоль данного пути. Пути идут слева направо, колонка за колонкой. В момент времени 
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, каждый частный путь 
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 известен для всех состояний 
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, поэтому уравнение (1.31) можно использовать для вычислений 
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, удлиняя частные пути на один такт времени.

Эта концепция пути чрезвычайно важна, и в дальнейшем она обобщается на случай слитной речи.

На этом закончим обсуждение распознавания изолированного слова с использованием HMM. Не существует инструмента HTK, который непосредственно реализует вышеупомянутый алгоритм Витерби. Вместо этого используют инструмент HVite, который, вместе с его библиотеками поддержки, HNet и HRec, предназначен для работы со слитной речью. Поскольку такая система распознавания является синтаксически ориентированной, с ее помощью можно решать и частную задачу распознавания изолированного слова. Детально это обсуждается ниже. 

1.6 Распознавание слитной речи
Возвращаясь теперь к концептуальной модели генерирования и распознавания речи, иллюстрируемой рис. 1.1, ясно, что обобщение на случай слитной речи получается простым последовательным соединением нескольких HMM. Каждая модель в этой последовательности прямо соответствует предполагаемому базовому символу. Это могут быть либо целые слова при так называемом распознавании связной речи, либо фрагменты слов, такие как фонемы, при распознавании слитной речи. Теперь становится очевидной причина включения входного и выходного непорождающих состояний - эти состояния дают клей для объединения моделей.

Есть, однако, несколько практических трудностей, которые нужно преодолеть. При слитной речи обучающие данные должны представлять собой слитно произносимые слова и, в общем случае, границы, разделяющие сегменты речи, соответствующие каждой базовой модели под-слова, не известны. На практике, при малом объеме данных, обычно удается пометить границы вручную. После этого все сегменты, соответствующие данной модели можно извлечь, и можно использовать описанный выше способ обучения на изолированных словах. Однако при таком способе можно обработать весьма ограниченный объем данных, в результате полученные модели будут плохо оцененными. Кроме того, даже если бы было большое количество данных, границы, полученные ручной маркировкой, не могут быть оптимальными, как это нужно для HMM. Таким образом, применение в HTK инструментов HInit и HRest для инициализации моделей частей слов (под-слов) рассматривается как процедура  начальной загрузки (botstrap)
. На основной стадии обучения используется инструмент HERest, реализующий встроенное обучение (embedded training).

При встроенном обучении используется та же процедура Баума-Уэлча, что и для случая изолированных слов, с тем отличием, что вместо того, чтобы обучать каждую модель индивидуально, все модели обучаются параллельно. Этот процесс состоит из следующих шагов:

1. Выделить память и обнулить сумматоры для всех параметров всех HMM.

2. Взять следующий обучающий образец произнесения.

3. Построить составную HMM путем соединения отдельных HMM в последовательность в соответствии с символьной транскрипцией обучающего произнесения.

4. Вычислить прямые и обратные вероятности для составной HMM. Включение промежуточных непорождающих состояний в составную модель требует некоторых изменений в вычислении прямых и обратных вероятностей, однако они незначительны. Детали приведены в главе 8.

5. Использовать прямые и обратные вероятности для вычисления вероятностей  состояния каждого временного фрейма, и произвести обновление содержания сумматоров.

6. Повторять все пункты, начиная с 2, до тех пор, пока все обучающие произнесения не будут обработаны.

7. Использовать сумматоры для вычисления новых оценок параметров для всех HMM.

Эти шаги в дальнейшем можно повторять столько раз, сколько нужно для достижения нужной сходимости (?). Заметим, что хотя в данной процедуре локализация границ символа в обучающих данных не обязательна (хотя и желательна), символьная транскрипция каждого обучающего произнесения необходима.

Хотя необходимые для осуществления процедуры Баума-Уэлча доработки, обеспечивающие обучение моделей частей слов, относительно невелики
, соответствующие доработки алгоритма Витерби более существенны.

Используемая в HTK альтернативная формулировка алгоритма Витерби названа моделью пересылки маркера
 (Token Passing Model). Коротко говоря, модель пересылки маркера делает явным понятие пути состояний для выравнивания(?). Представим, что каждое состояние 
[image: image137.wmf]j

 HMM в момент 
[image: image138.wmf]t

 владеет  единственным передвигаемым маркером, который содержит, помимо другой информации, частичный логарифм вероятности 
[image: image139.wmf])

(

t

j

y

. Этот маркер тогда представляет частичное соответствие между последовательностью наблюдений от 
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 до 
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 и моделью, при условии, что модель находится в состоянии 
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 в момент времени 
[image: image143.wmf]t

. Представленный рекуррентным уравнением (1.31) алгоритм продолжения пути затем заменяется эквивалентным алгоритмом пересылки маркера, выполняемым для каждого фрейма, соответствующего моменту времени 
[image: image144.wmf]t

. Ключевые шаги этого алгоритма таковы.

1. Перешлите копию каждого маркера состояния 
[image: image145.wmf]i

 всем связанным состояниям 
[image: image146.wmf]j

, увеличивая логарифм вероятности копии на 
[image: image147.wmf][

]

[

]

.

)

(

log

log

t

i

ij

o

b

a

+

.

2. Проверьте маркеры каждого состояния и удалите все, за исключением маркера с наивысшей вероятностью.

На практике, при работе с непорождающими состояниями, необходимы некоторые модификации, однако они простые, если предположить, что маркеры входных состояний представляют пути, простирающиеся до момента времени 
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Отличительная особенность использования модели пересылки маркера – ее очень просто распространить на случай слитной речи. Предположим, что разрешенная  последовательность HMM определена сетью с конечным числом состояний. Например, на рис. 1.7 показана простая сеть, в которой каждое слово определено как последовательность нескольких фонемно-ориентированных HMM, и все слова помещены в цикл. В этой сети овалами обозначены отдельные HMM, а квадратами обозначены узлы конец-слова. Эта составная сеть является, в сущности, одной большой HMM, в которой применяется описанный выше алгоритм пересылки маркера. Единственное отличие теперь состоит в том, что требуется дополнительная информация, помимо логарифма вероятности наилучшего маркера. Для получения распознанной последовательности моделей, понадобится знание маршрута прохождения через сеть наилучшего маркера, после того как он достигнет конца речи.
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Рис.1.7. Сеть распознавания для распознавания слитной речи
Историю маршрута прохождения маркера через сеть можно эффективно запомнить следующим образом. Каждый маркер имеет указатель, называемый связь с концом слова (word end link). Когда маркер проходит от конечного состояния одного слова (указывая на прохождение через узел конца-слова) к входному состоянию другого, то этот переход представляет собой потенциальную границу слова. При этом создается запись, именуемая запись о связи со словом (Word Link Record), в которой запоминаются название слова, породившего этот маркер, а также текущее значение связи маркера. Текущая связь маркера при этом заменяется указателем на вновь созданную WLR. Этот процесс иллюстрируется Рис. 1.8.
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Рис.1.8. Процесс регистрации границ слов
После того как вся неизвестная речь обработана, те WLR, которые имели связь с наилучшим маркером (то есть маркером с наивысшим логарифмом вероятности) могут быть трассированы в обратном направлении, для получения наилучшей последовательности слов. Одновременно, если это нужно, может быть получена информация о границах слова.

Данный алгоритм пересылки маркера для слитной речи был описан только в терминах последовательности слов. Если нужно, тот же принцип можно использовать на уровне модели и состояния. Кроме того, можно сохранить не только лучший маркер для каждой границы слова. Имеется потенциальная возможность генерирования решетки гипотез, а не единственной наилучшей гипотезы. Алгоритмы, основанные на этой идее, именуются решеткой N-лучших. Они квазиоптимальны, поскольку использование единственного маркера на состояние ограничивает количество различных маркерных историй, которые могут быть поддержаны. Этого ограничения можно избежать, если позволить каждому состоянию модели удерживать множество маркеров, а сами маркеры считать различными, если они поступили от различных предшествующих слов. В результате получаем класс алгоритмов по имени N-лучшее слово, который, как показано опытным путем, сопоставимо по эффективности с оптимальным N-лучшим алгоритмом.

Выше вкратце изложено, как в HTK реализована основная идея пересылки маркера. Эти алгоритмы встроены в библиотечные модули HNet и HRec, и могут вызываться с помощью инструмента HVite системы распознавания. Они обеспечивают распознавание с пересылкой единственного и множественного маркера, единственный наилучший результат, результат в виде решетки, N-лучшие списки, поддержку контекстной зависимости между словами, пересчет решетки, а также принудительное выравнивание.

1.7 Адаптация к диктору

хотя вышеописанные методы обучения и распознавания могут позволяют получить высокоэффективные системы распознавания, эти системы могут быть улучшены путем подстройки HMM к особенностям конкретного диктора. Для такой адаптации в HTK имеются инструменты HERest и HVite, позволяющие использовать небольшое количество данных для адаптации. Эти два инструмента отличаются тем, что с помощью HERest осуществляется собственно адаптация, тогда как с помощью HVite осуществляется распознавание данных для адаптации и полученные транскрипции используются при выполнении адаптации. Вообще, более устойчивой является адаптация под управлением учителя, реализуемом HERest, тем не менее, при наличии начального хорошо обученного набора моделей, с помощью HVite можно достичь заметного повышения эффективности. Детально об адаптации, а также о применении для этой цели HTK, рассказано в Главе 9. (конец двойного редактирования перевода – А.П.,26.07.06)
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� часто называют показателем степени кодовой книги


� Хотя это распределения плотностей, а не обычные вероятности, такое предположение удобно.


� Для понимания уравнений, содержащих непорождающие состояния в момент � EMBED Equation.3  ���, нужно полагать, что момент � EMBED Equation.3  ��� соответствует входному состоянию, а момент � EMBED Equation.3  ��� - выходному состоянию. Это важно тогда, когда СММ связаны вместе в последовательность так, что переходы через непорождающие состояния происходят при переходах между фреймами.


� Заметим, что обычно суммы в знаменателях формул рекуррентного оценивания идентичны для всех параметров данного состояния, поэтому для хранения знаменателей требуется единственное общее местоположение, а его можно рассчитать только один раз. Тем не менее, в HTK поддерживается механизм обобщенного формирования слияний параметров, приводящий к различным суммам в знаменателях. Поэтому в HTK результаты суммирования знаменателя всегда хранятся и рассчитываются индивидуально для каждого отдельного векторного или матричного параметра.


� Без них можно даже вообще обойтись, если использовать плоский  старт (flat start), описанный в разделе 8.3.


� На практике нужно хорошенько дополнительно поработать, чтобы достигнуть эффективного результата на больших базах обучающих данных. Например, инструмент HERest располагает возможностями для отсечения (pruning) при прямом и обратном проходах, а также для параллельной работы с сетью компьютеров.


� См. “Token Passing: a Conceptual Model for Connected Speech Recognition Systems”, SJ Young, NH Russell and JHS Thornton, CUED Technical Report F INFENG/TR38, Cambridge University, 1989. Available by anonymous


ftp from svr-ftp.eng.cam.ac.uk.
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